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Resumo

Encontra-se em desenvolvimento no LABIC — Laboratério de Inteligéncia Computa-
cional — um projeto de grande porte denominado DISCOVER, que tem por objetivo
fornecer um ambiente integrado para apoiar as etapas do processo de descoberta de
conhecimento. No intuito de testar algumas idéias que poderao futuramente ser im-
plementadas no ambiente DISCOVER, foi implementado um sistema computacional
denominado R,eSystem na linguagem de programacao légica Prolog. O RyeSystem
utiliza conjuntos de classificadores simbdlicos induzidos por diferentes algoritmos de
Aprendizado de Maquina e tem como objetivos: avaliar as regras de conhecimento
que constituem esses classificadores, avaliar diversas formas de combinar esses classi-
ficadores bem como explicar a classificagdo de novos exemplos por esse conjunto, ou
ensemble, de classificadores. Dentre os médulos do R yieSystem, estd o Médulo de Com-
binagao e Explicagio — MCE —, responséavel pela tarefa de explicagao de ensembles
e combinacgao de classificadores. Um dos procedimentos principais do MCE é o rco/4,
que implementa o algoritmo RCO. O RCO é um algoritmo de selegao de regras que
utiliza como entrada um conjunto de hipdteses (classificadores), constituidas por re-
gras e um subconjunto de dados do dominio. O objetivo deste trabalho é analisar as
hipéteses construidas utilizando seis critérios diferentes do algoritmo RCO, com as
hipéteses induzidas pelo algoritmo de aprendizado de maquina CN2. Os experimen-
tos foram realizados utilizando um conjunto de dados do mundo real, relacionados ao
processamento de sémen diagndstico.

Palavras-Chave: Aprendizado de Maquina, Combinacao de Hipdteses, Andlise de Re-
gras.
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1 Introducao

Encontra-se em desenvolvimento no LABIC! — Laboratério de Inteligéncia Computacional —
um projeto de grande porte denominado DISCOVER, inicialmente proposto por Baranauskas e
Batista (Baranauskas and Batista, 2000). O projeto DISCOVER tem como objetivo fornecer um
ambiente integrado para apoiar as etapas do processo de descoberta de conhecimento, ofere-
cendo funcionalidades voltadas para Aprendizado de Maquina (AM) (Batista, 1997; Caulkins,
2000; Milaré, 2000; Martins, 2001; Pila, 2000), Mineracio de Dados?(MD) (Batista, 2000; Félix,
1998; Horst, 1999; Lee, 2000; Nagai, 2000; Pugliesi, 2001; Baranauskas, 2001) e Mineragao de
Textos3(MT) (Imamura, 2001).

As funcionalidades voltadas para AM consideram, entre outros, um formato padrao para as regras
induzidas por algoritmos de AM simbélico, denominado PBM (Prati et al., 2001b; Prati et al.,
2001a) bem como um formato padrao para os exemplos utilizados (Batista, 2001).

No intuito de testar algumas idéias que poderao futuramente ser implementadas no ambiente
DISCOVER, foi implementado um sistema computacional utilizando a linguagem Prolog, deno-
minado RyieSystem (Bernardini and Monard, 2002; Gomes and Monard, 2002b), com o objetivo
especifico de fazer a explicacao de ensembles e combinacgao de classificadores e a analise de regras.
O RueSystem possui trés médulos:

1. Médulo de Combinacao e Explicagao (MCE);
2. Médulo de Anilise de Regras (MAR); e
3. Médulo Auxiliar (MA).

O MCE é o responsdvel pela tarefa de explicacdo de ensembles e combinacao de classificadores.
Nele, estao implementados cinco procedimentos principais relacionados com:

p—

. Classificagao de Ezemplos — classifyExample/4;

2. Determinacao da Matriz de Confusao — confusionMatrix/2;

w

. Ezplicagao de Ensembles — classifyExampleByEnsemble/6;

4. Combinagio de Classificadores Simbilicos — rco/4 e kFoldCrossValidation/4.

Neste trabalho serdo utilizadas as facilidades do MCE para combinar classificadores simbdlicos
através de varios critérios utilizados pelo algoritmo RCO — Rule Combination — implementados

no procedimento rco/4.
O objetivo deste trabalho é analisar as hipoteses construidas utilizando seis critérios diferentes,

implementados pelo procedimento rco/4, com as hipéteses induzidas pelo algoritmo de AM CN2,
utilizando um conjunto de dados do mundo real.

Thttp://labic.icmc.sc.usp.br
’Data Mining
3Text Mining



Este trabalho estd organizado da seguinte forma: na Secdo 2, é feita uma descri¢ao sobre como é
implementada a combinagao de classificadores simbdlicos no Médulo de Combinagao e Explicagao
do RueSystem; na Segao 3, é descrito o estudo de caso, os experimentos realizados, os resultados
obtidos e é feita uma andlise desses resultados; finalmente na Secao 4, é feita uma conclusao sobre
o trabalho realizado.

2 Combinacao de Classificadores Simbdlicos

Os dois procedimentos relacionados com combinagao de classificadores do MCE do RuteSystem
Sa.0:

1. rco/4; e

2. kFoldCrossValidation/4.
O procedimento rco/4 implementa o algoritmo RCO — Rule Combination —, descrito resumida-

mente a seguir. Uma descrigado mais detalhada pode ser encontrada em (Bernardini and Monard,
2002).

Algoritmo RCO

Dado um conjunto de hipdteses H = {hy,...,h;}, um conjunto de exemplos de treinamento
S = {(xi,vi),t = 1,..., N} e uma medida de avaliagio de regra Measure, o procedimento rco/4
constréi uma nova hipétese como uma combinagao das regras R € h;,l = 1,...,L, segundo a
medida Measure. Os quatro argumentos do procedimento rco/4 sio:
+ <arg-1> lista de identificadores de hipdteses;
+ <arg-2> uma medida de avaliacao de regra;
- <arg-3> identificador da hipétese criada;
- <arg-4> lista de exemplos nao cobertos pela nova hipétese.
O Algoritmo 1 mostra como essa nova hipétese é construida. O algoritmo faz inicialmente uma
copia das regras de todas as hipdteses e cria o cabegalho da hipdtese a ser construida. Depois do
cabegalho criado, o algoritmo segue os seguintes passos:

1. Verifica se o conjunto de exemplos S estd vazio. Se sim, a iteracao para;

2. Calcula Measure para todas as regras R € h;,l =1,.... L;

3. Retira a regra Rule, dentre as L hip6teses, com maior valor Measure!;

“no caso de empate, ou seja, se houver mais de uma regra com o melhor valor Measure, o algoritmo consi-

dera todas as regras como sendo um conjunto de regras com o mesmo “melhor” valor de Measure e seleciona
aleatoriamente uma regra desse conjunto como sendo a regra Rule.



4. Retira da lista de exemplos S todos os exemplos que sio cobertos pela regra Rule. Se
nenhum exemplo for coberto pela regra Rule®, a iteragio paraS;

5. Adiciona a regra Rule a nova hipdtese.

Ao sair da iteragao, segundo qualquer dos dois critérios de parada, o algoritmo constréi a re-
gra default. A regra default possui Corpo vazio e sua Cabega é definida pela classe com maior
distribui¢io dos exemplos’.

Deve ser observado que, além da hipétese construida, o usudrio pode visualizar as regras do
conjunto de hipéteses que nao foram utilizadas pelo algoritmo para construir a nova hipétese.
Apés, o conjunto de hipéteses original é recuperado.

O algoritmo RCO pode ser visualizado na Figura 1, onde se pode observar que os dados de entrada
para o algoritmo RCO consistem de L classificadores e um conjunto de exemplos de treinamento.
Com esses dados de entrada, uma nova hipétese é construida ¢, com um conjunto de teste pode-se
medir a precisao e/ou erro dessa hipdtese.

3 Estudo de Caso — Processamento de Sémen Diagndstico

Na medicina, freqiientemente existem exames e processos importantes, mas apresentam um alto
custo para sua realizacao. Em muitos casos, é desejavel que os mesmos resultados, ou alguns
resultados parciais, possam ser obtidos por métodos menos custosos. Um exemplo desse caso é o
processamento de sémen.

O estudo de caso sobre processamento de sémen diagnédstico teve seu inicio em (Lee, 2000), onde
é descrita a importincia desse processamento no tratamento para a reproducao assistida. A
explicagao a seguir estd baseada nos trabalhos de Huei Diana Lee (Lee and Monard, 2000b; Lee
and Monard, 2000a; Esteves and F.C., 1998; Esteves et al., 2000; Esteves et al., 2001) e foi
desenvolvida conjuntamente com Alan Keller Gomes (Gomes and Monard, 2002a). Esse exame

permite:

1. Quantificar com precisao a qualidade do sémen (processamento de sémen diagnéstico);

2. Recuperar a maior quantidade possivel de espermatozoéides para a utilizagdo na reproducao
assistida (processamento de sémen terapéutico).

®Se a regra Rule ndo cobre nenhum exemplo, isso significa que Measure atingiu seu minimo (ou maximo)
absoluto para todas as regras R € h;,l = 1,..., L nesse passo da itera¢do. Por exemplo, no caso da medida ser
cobertura (Measure =covR), o minimo valor absoluto é 0(zero), e no caso da medida ser erro (Measure =errR),
o maximo valor absoluto é 1.

A iteragdo para se somente havia uma regra para ser escolhida no passo 3. Em caso de empate, outras regras
vio sendo selecionadas aleatoriamente do conjunto de regras até que o mma regra cubra algum exemplo ou que o
conjunto de regras esteja vazio.

"Uma regra pertencente a uma hipétese geralmente é do tipo if-then, a qual pode ser reescrita como sendo
Corpo— Cabega ou Body — Head.



Algoritmo 1 RCO

Pré-condicoes: H = h;,l =1,..., L: conjunto de hipdteses;
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S = {(xi,yi),i = 1,..., N}: conjunto de exemplos;
Measure: medida de regra.
procedure rco(H,S,Measure)
Fazer copia das regras das L hipdteses em Rules;
S':=S; {Cépia dos exemplos originais}
Criar o cabegalho da hipdtese hy,eq;
loop
if vazio(S) or vazio(Rules) then
exit loop; {Nao ha mais exemplos de treinamento on niao ha mais regras em Rules para
processar}
end if
calculateMeasuresOverAllSetOfRules(M easure);
Rule:=max(Rules, Measure); {Encontrar a regra Rule em Rules com maior medida
Measure}
Scov:=cov(S,Rule); {Criar o conjunto de exemplos cobertos pela regra Rule}
if vazio(Scey) then
exit loop {Nenhum exemplo foi coberto pela regra Rule}
end if
S:=85 - Scop; {Retirar de S os exemplos contidos em Sy}
hpew 1= hpew J{Rule}; {Adicionar Rule a hipétese hy,.y }
Rules := Rules — { Rule}; {Retirar Rule de Rules}
end loop
de fault Rule:=calculate_default_rule(S’); {Calcular a regra default}
hyew = hpew U{default Rule}; {adiciond-la a hye}
return h,,.,,
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Figura 1: Tlustragido do Algoritmo RCO

A quantidade de espermatozéides recuperados pelo processamento de sémen influencia na escolha
da técnica que serd utilizada no tratamento. Sao utilizadas trés técnicas no tratamento para a
reproducao assistida:

1. Inseminacgao Intra Uterina — IUI;
2. Fertilizacao In Vitro — FIV e

3. Injecao Intracitoplasmatica do Espermatozéide no Odcito — ICSI.

Deve ser observado que o processamento de sémen é bastante custoso. A realizacao do pro-
cessamento de sémen pode elevar o custo do exame em aproximadamente 80% do valor de um
espermograma. Essa elevagao de custo se deve principalmente a trés fatores: necessidade de equi-
pamentos especiais, mao de obra qualificada e tempo gasto para a realizagao do exame. Assim,
um dos interesses do estudo desse tema ¢é tentar predizer qual serd a quantidade de esperma-
tozoides recuperados pelo processamento de sémen antes mesmo da realizagao desse exame, a
partir de exames menos custosos, como o espermograma. Dessa forma, dependendo da qualidade
da predigao, o especialista poderia decidir por uma técnica sem a necessidade da realizacao do
processamento de sémen. Um outro interesse para o estudo desse tema é a extracao e avaliacao
do conhecimento adquirido.

O processamento de sémen, através do fornecimento de melhores condi¢oes, permite que o maior
nimero de espermatozdides méveis (motilidade) seja recuperado. Os espermatozéides sao classi-
ficados em graus A, B, C e D dependendo de sua motilidade:



e grau A: espermatozéides que apresentam o maior grau de motilidade;
e grau B: espermatozdides que apresentam um menor grau de motilidade;
e grau C: espermatozdides que se movem em circulos;

e grau D: espermatozéides que sao iméveis.

Os graus de motilidade sao atributos medidos tanto no espermograma (exame de baixo custo)
quanto no processamento de sémen (exame de alto custo). Os atributos medidos durante o proces-
samento de sémen sao utilizados para a determinagdo das classes e os atributos medidos através
do espermograma sao fornecidos como atributos ao algoritmo de indugao. Em outras palavras, os
valores dos atributos de cada exemplo (paciente) sao medidos utilizando um exame pouco custoso
(espermograma, neste caso) enquanto que as classes desses exemplos sdo determinadas através de
um outro exame mais custoso (processamento de sémen, neste trabalho). A idéia é tentar verificar
se € possivel descobrir um relacionamento entre eles tal que, pelo menos para novos pacientes, a
necessidade de realizar o exame mais custoso seja minimizada. Como ja mencionado, este é um
procedimento freqiientemente utilizado na drea de medicina a fim de tentar diminuir, mas com
seguranga, o custo de um tratamento.

O especialista sugeriu duas possiveis opc¢oes para os valores considerados na classificacdo dos
exemplos:

e A: considerar apenas a percentagem de espermatozéides classificados como de motilidade
grau A no processamento de sémen ou

e AB: considerar a percentagem de espermatozdides classificados como de motilidade grau A
e grau B no processamento de sémen.

Assim, foram definidas trés classes, baseadas nas técnicas que sao utilizadas no tratamento para
a reproducao assistida:

e 1:z<1—IUL
e 2:1>2z<5—FIVe
e 3: z >5— ICSIL

onde z representa milhoes de espermatozéides por mililitro (ml).

Os casos para a composi¢ao desses conjunto de dados foram extraidos de casos reais do Centro de
Referéncia em Infertilidade Masculina — Androfert® -—, em Campinas, SP, fornecidos pelo Dr.
Sandro C. Esteves. Em (Lee, 2000), foram calculados para cada caso os valores A e AB, gerando
dois conjuntos de dados, Proc-a e Proc-ab, respectivamente, cada um com 231 exemplos. Diversos
experimentos foram conduzidos considerando-se esses dois conjuntos separadamente. Com o
decorrer do trabalho, foi necessario criar novos atributos como combinacao de atributos originais,
criando, assim, diferentes conjuntos de dados (Lee and Monard, 2000b). Um desses conjuntos

8http://www.androfert.com.br/



de dados que mostrou um bom resultado com relagio & precisio dos classificadores induzidos foi
o denominado Proc-a-gmg-d, o qual considera somente os exemplos em que o processamento de
sémen é diagndstico.

Posteriormente, ao conjunto de exemplos Proc-a do trabalho inicial foram acrescentados novos
casos. Tomando desse conjunto de exemplos maior somente os exemplos em que o processamento
de sémen é diagndstico, foi obtido um segundo conjunto de cxemplos Proc-a-gmg-d, semelhante
ao construido com os exemplos Proc-a do trabalho inicial, mas incluindo os novos casos, o qual é
utilizado neste trabalho. Deve ser ressaltado que todo o trabalho de coleta, preparagio e limpeza
dos dados foi realizada por Huei Diana Lee.

3.1 Descricao do Conjunto de Dados

A Tabela 1 sumariza as caracteristicas do conjunto de dados utilizado neste estudo. Ela mostra
o numero de exemplos (#Exemplos), niimero e porcentagem de exemplos com valores duplicados
(que aparecem mais de uma vez) ou conflitantes (que possuem o mesmo atributo-valor mas tém
diferentes classificagbes), niimero de atributos (# Atributos) continuos e nominais, distribuicao
de classes, o erro majoritario e se o conjunto de dados tem ao menos um valor desconhecido®.
Ja a Tabela 2 descreve os atributos, exceto o atributo classe. do conjunto de dados utilizado —
Proc-a-gmg-d.

# Exemplos # Duplicados ou | # Atributos | Classe Classe % Erro Valores
conflitantes (%) | (cont.,nom.) Majoritdrio | Desconhecidos
240 1 (0.42%) 21 (10,11) 1 42.92% | 57.08% S
2 22.08% | no valor 1
3 35.00%

Tabela 1: Sumario das Caracteristicas do Conjunto de Dados Proc-a-gmg-d

3.2 Descricao do Experimento

O experimento conduzido tem por objetivo gerar um novo classificador simbélico utilizando varios
classificadores simbdlicos previamente induzidos por algum algoritmo de aprendizado de maquina,
através de diferentes critérios para eleger as regras que farao parte desse novo classificador. Logo
apds, verificar o erro cometido pelo classificador assim construido com os erros cometidos pelos
classificadores individuais, bem como verificar o conjunto de regras que constituem esse novo
classificador.

A construcao do novo classificador foi realizada utilizando as facilidades implementadas no Médulo
de Combinacio e Explicacio do RuieSysiem (Bernardini and Monard, 2002). Uma ilustragao do
experimento realizado pode ser visualizada na Figura 2.

Os classificadores simbélicos iniciais foram induzidos utilizando o algoritmo de AM CN2. Inici-
almente, foi induzido um tnico classificador com o CA2, utilizando todo o conjunto de exemplos
S disponivel, ou seja, os 240 exemplos, e foi medido o erro aparente desse classificador. Apés, foi

9Estas informagdes foram obtidas utilizando a ferramenta info da MLC++.



Nimero da | Nome da Descrigao #Valores Distintos
Feature | Feature possiveis | atuais | tipo
#0 | idade Idade do paciente — 26 continuo
#1 | hora Periodo da coleta da amostra de sémen
1: manha; 2: tarde 2 3 discreto
#2 | processamento Processamento do sémen realizado apds
esta quantidade de minutos apds a coleta — 12 continuo
#3 | tempo-abs Tempo de abstinéncia — 12 continuo
#4 | volume Volume de sémen coletado — 55 continuo
#5 | cor Cor do sémen coletado
1: branco-opalescente (normal);
2: amarelo-opalescente; 3: translicido 3 4 discreto
#6 | odor Odor do sémen coletado
1: caracteristico; 2: forte; 3: urina 3 3 discreto
#7 | pH pH do sémen coletado —_ 13 continuo
#8 | viscosidade Viscosidade do sémen coletado
1: normal; 2: aumentada 2 2 discreto
#9 | liquefacao Liquefagao do sémen coletado
1: completa; 2: imconpleta 2 2 discreto
#10 | concentracao Concentragao de espermatozdides
por ml coletado —_— 198 continuo
#11 | concentracao-total | Concentragao total de espermatozéides — 219 continuo
const #12 | motilidade % de espermatozéides méveis = 74 continuo
#13 | class-A Classificagao da motilidade - Grau A - 66 continuo
#14 | class-B Grau B — 53 continuo
#15 | class-C Grau C — 44 continuo
#16 | class-D Grau D — 76 continuo
#17 | vitalidade % de espermatozéides vivos - 59 continuo
#18 | num-leu Nimero de leucécitos — 66 continuo
#19 | Kruger Morfologia Estrita de Kruger
- % de formas normais — 28 continuo
#20 | HP Teste Hipo-osmético - % de inchados — 54 continuo

Tabela 2: Descrigao dos Atributos do Conjunto de Dados Proc-a-gmg-d



Figura 2: Ilustracao do Experimento Realizado.



utilizada a técnica de 10-fold cross-validation para estimar o erro verdadeiro e o desvio padrao
desse classificador, bem como o erro de classificacdo em cada classe.

Num passo seguinte, o conjunto total de exemplos S, com 240 exemplos, foi dividido aleatoria-
mente em quatro subconjuntos disjuntos S, S2, S3 e S4 de exemplos com 0 mesmo numero de
exemplos em cada um deles — 60 exemplos.

Utilizando cada um dos subconjuntos de exemplos Sp, Sy e S3. foram induzidos trés classificadores
hy, hy e hj, respectivamente, com o indutor CN'2. Para esses trés classificadores foi também
calculado o erro aparente, a estimativa do erro verdadeiro e desvio padrao, bem como a estimativa
do erro e desvio padrao em cada classe através de 10-fold cross validation. Os resultados obtidos
sao encontrados na Tabela 3.

Conj. de Dados — Erro Erro Erro nas Erro do # Regras
Classificador Aparente | Majoritdrio Classes Classificador | Induzidas
(exdp (%)) | (exdp (%))
S — heae 12.90% 57.08% 1-14.96+3.59 40.83+2.83 33
2 - 82.58+5.65
3 —44.93+5.74
S1 — hy 3.30% 57.08% 1-33.33+10.54 | 41.66+5.13 12
2 - 80.00+13.33
3 = 20.674£7:11
52 = hy 1.70% 57.08% 1 - 8.50+4.60 36.66+7.78 13
2 - 60.00+16.33
3 - 40.83+12.94
S3 — h3 0.00% 57.08% 1 - 20.83+7.38 41.68+5.69 16
2 - 80.00+13.33
3 - 18.33+8.03

Tabela 3: Resultados Obtidos Utilizando o CN2

Com as hipéteses induzidas hy, hy, h3'° e o conjunto de exemplos S;'!, foram construidos seis
classificadores utilizando o algoritmo RCO do Médulo de Combinagao e Explicacao do RyieSystem-
Cada um desses seis classificadores foi construido utilizando um critério (medida) diferente de
avaliacao de regra para eleger a melhor regra em cada iteracao. As medidas de avaliagao de
regra utilizadas neste trabalho!? constam na Tabela 4. As hipéteses construidas pelo RCO sao
denominadas haccR; hcovRa hsatR: hsensR, hspecR € hsupR-

accR: Precisao da regra

covR:  Cobertura da regra

satR: Satisfagao da regra
sensR:  Sensitividade da regra
specR:  Especificidade da regra

supR:  Suporte da regra

Tabela 4: Medidas de Avaliacao de Regras Utilizadas neste Trabalho

Finalmente, foi calculado o erro para cada um dos seis classificadores construidos por RCO
utilizando os subconjuntos de exemplos 57, S; e S3. Ainda que neste experimento os exemplos

1%Uma listagem das hipéteses hy,hs e hy pode ser visualizada no Apéndice B.
""Uma listagem dos exemplos pertencentes a Sy pode ser visualizada no Apéndice A.
"2Uma explicagdo detalhada sobre essas medidas encontra-se em (Gomes, 2001) e (Prati et al., 2001a)
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Erro Erro Erro nas Erro do # Regras # Exemplos
Classificador | Aparente | Majoritario Classes Classificador Selecionadas | Nao Cobertos
em Sy em $1(JS2JS3 | em S; US> Ss
hacer 36.67% 57.08% 1-1.30% 32.78% 12 26 - 43.33%
2 - 100.00%
3 - 31.82%
heour 36.67% 57.08% 1-77%% 36.11% 7 21 - 35.00%
2 - 100.00%
3 - 33.33%
hsaer 33.33% 57.08% 1-3.90% 31.67% 14 21 - 35.00%
2 -97.30%
3-27.27%
hyensn 38.33% 57.08% 1-2.60% 38.33% 6 24 - 40.00%
2 - 100.00%
3 - 45.46%
hspecr 53.33% 57.08% 1-0.00% 55.56% 5 49 - 81.66%
2 - 100.00%
3 - 95.45%
h.upr 38.33% 57.08% 1-0.00% 40.56% 6 25 - 41.67%
2 - 100.00%
3 - 51.52%

Tabela 5: Resultados Obtidos Utilizando o RCO

contidos em Sy, S e S3 nao foram utilizados por RCO para construir os classificadores, eles foram
utilizados para induzir as hipéteses hj, hsy e h3, utilizadas pelo RCO. O ideal seria estimar o erro
cometido pelos classificadores construidos por RCO em um conjunto de exemplos independente.
Neste trabalho utilizamos a primeira opg¢iao devido ao nimero limitado de exemplos disponiveis.
Assim, deve ser ressaltado que o erro por nés estimado utilizando os exemplos contidos nos
subconjuntos S7, S3 e S3 tende a ser otimista. Foi medido o crro aparente com o subconjunto de
exemplos Sy.

Para construir um novo classificador, o algoritmo RCO péra em duas condicoes durante a iteracao
que executa, como mostra o Algoritmo 1 na pagina 4 :

1. Nao hd mais exemplos a serem cobertos;

2. As regras restantes atingiram seu minimo (ou méaximo) absoluto, relacionado a medida
sendo considerada.

Na Tabela 5, sio mostrados os resultados obtidos, onde a 1iltima coluna mostra o niimero de
exemplos restantes na construgio do novo classificador. Ou seja, em todos os casos o segundo
critério de parada foi utilizado pelo algoritmo RCO. Isso significa que esses exemplos foram clas-
sificados pela regra default da hipétese construida, a qual prediz a classe 1. Os seis classificadores
construidos pelo algoritmo RCO podem ser visualizados no Apéndice C.

3.3 Anaélise dos Resultados

Quanto ao numero de regras selecionadas pelo RCO para a constru¢ao das hipéteses, pode ser
observado que esse niimero ¢ geralmente menor que o nimero de regras que constituem cada um
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dos classificadores hi, hyo e hy. Entretanto, este resultado é esperado ja que, para este conjunto
de exemplos, o segundo critério de parada foi sempre utilizado por RCO.

Com relagao ao erro dos classificadores construidos por RCO (erro aparente em Sy e erro do
classificador em S; | S2 |J S3 na Tabela 5), todos eles sdo muito mais altos que o erro das hipéteses
induzidas por CN'2 — Tabela 3. Ainda que o erro em S |J.S2 | S3 seja semelhante ao erro obtido
pelas hipéteses induzidas por CA2 utilizando 10-fold cross-validation, essa comparaciao nao é
valida, pois o erro em S; |J S2 |J S3 é muito otimista, enquanto que o erro obtido utilizando 10-
fold cross validation é uma boa estimativa de erro verdadeiro. Porém, deve ser observado que o
objetivo de utilizar RCO com as medidas consideradas ndo é, necessariamente, o de construir um
bom classificador no sentido de classificar relativamente bem qualquer exemplo. Na realidade,
o classificador construido por RCO é aquele que possui regras selecionadas segundo um critério
(medida) utilizado. Dessa forma, é interessante observar qual o comportamento dessas melhores
regras.

Para verificar o comportamento das regras que constituem as hipéteses construidas pelo RCO,
devem ser analisados o numero de regras de cada hipdtese e os exemplos cobertos pela regra
default. Esses dados sao mostrados nas Tabelas 6 e 7. Na Tabela 6 consta, para cada hipétese
construida pelo RCO, o nimero de exemplos do conjunto Sy classificados pela regra default, e na
Tabela 7 consta o niimero de regras selecionadas por RCO para cada classe do dominio. Como
pode ser observado, a classe mais critica é a classe 2. O conjunto de exemplos Sy possui 16
exemplos de classe 2. Assim, quando nao hd nenhuma regra que prediz essa classe, como no
caso das hipdteses haccr, hsensr; Dspecr © hsypr, €ntdo os 16 exemplos sao cobertos pela regra
default. Como essa regra prediz a classe 1, todos esses exemplos sdo classificados erroneamente,
incrementando o erro dos classificadores construidos pelo RCO. Pode-se assim concluir que nao
ha “melhores” regras para predizer a classe 2 utilizando esses quatro critérios.

ClaSSe I haccR h:ovR hsntR hsonuR hupecR hnupR l # Exemplos em S4

1 6 6 6 6 17 6 26
2 16 13 13 16 16 16 16
3 4 2 2 2 16 3 18
Total | 26 21 21 24 49 25 | 60

Tabela 6: Ntumero de Exemplos Classificados por Classe pela Regra Default

Classe hacck hcovR hsatR hnnsk hsp'cR hsupR D]StrlbUI950
dos Exemplos
1 i 2 7 2 3 3 42.92%
2 0 1 1 0 0 0 22.08%
3 4 3 5 3 1 2 35.00%
1 (default) 1 1 1 1 1 1 -
Total | 12 7 14 6 5 6 | -

Tabela 7: Numero de Regras Selecionacas por Classe

Ja para a classe 3, observa-se em geral uma pequena quantidade de exemplos cobertos pela regra
default; no entanto, as regras selecionadas que classificam exemplos como sendo pertencentes a
essa classe nao os cobrem corretamente.

Fazendo uma analise da hipétese hgpecr, a qual apresenton uma alta taxa de erro, deve ser

12






